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1. Fonemų atpažinimo uždavinys
Fonemomis vadinami pirminiai šnekamosios kalbos vienetai. Šnekamosios kalbos fonemų rinkinys yra rašytinės kalbos raidžių vienetų rinkinio, vadinamo abėcėle, analogas. Rašytinį tekstą naudojant pasirinktų (sukurtų) taisyklių rinkinį galima transformuoti į fonetiniais vienetais užrašomą tekstą. Rašytinės kalbos transformavimas į fonetiniais vienetais užrašytą kalbą vadinamas transkribavimu. Idealiu atveju atpažįstant šnekamąją kalbą reikia kalbos signalą transformuoti į fonetinių vienetų įrašą, kurį galutiniame kalbos atpažinimo etape reikia transformuoti į  rašytinį tekstą. Čia mes spręsime supaprastintą šnekamosios kalbos atpažinimo uždavinį kurio esmė yra atpažindinti kokiu nors būdu (kompiuteriniu algoritmu ar rankiniu būdu) iškirptus fonetinius vienetus.
2. Įvadas

Plintant informacinėms technologijoms kalbos atpažinimo (mūsų atveju fonemų atpažinimo) uždavinys tampa vis aktualesniu. Kalbos atpažinimo uždavinys yra viena sunkesnių kompiuterinio atpažinimo sričių. Pavyzdžiui identifikuoti žmogų pagal kalbos fonogramą yra žymiai sunkiau nei, pagal pirštų antspaudus. Pirštų antspaudai yra unikalūs ir jų piešinys praktiškai išlieka nepakitęs visą gyvenimą, tuo tarpu žmogaus balsas keičiasi laikui bėgant, priklauso nuo emocinės būsenos, fonogramos įrašymo patalpos ir aibės kitų faktorių. Dėl šių priežasčių stengiamasi surasti tokius kalbos signalo arba jo trumpų fragmentų (fonemų) požymius, kurie mažai priklausytų nuo išvardintų kalbančiojo ir įrašymo sąlygų kintamų faktorių. 

Nagrinėjamas fonemų, atitinkančių balses, atpažinimo uždavinys ekvivalentus vokalizuotų garsų stacionarių intervalų atpažinimui. Dalies nelokalizuotų garsų, pvz. s, š, įrašo fragmentai taip pat laikytini stacionariais, t.y. tokiais, kurių statistikinės charakteristikos kinta nežymiai laike. Visus kalbos garsus, kuriuos galime tarti norimai ilgai (pvz. a, s, m, ž) atitinka stacionarūs fonogramos intervalai. Tariant tokius garsus trumpam yra užfiksuojama kalbos trakto organų padėtis, dėl ko  yra galimybė naudojantis fonograma “išmatuoti” kalbos trakto parametrus ir pagal gautus parametrus atpažinti šį fragmentą atitinkantį  kalbos fonetinį vienetą. Nestacionarius fonetinius vienetus (pvz. k, p, b) taip pat atitinka fiksuota kalbos trakto padėtis, todėl jiems atpažinti, nors ir ne taip sėkmingai, galima taikyti tą pačią metodiką (t.y. nestacionarių garsų fonogramos fragmentus laikysime stacionariais ir jų parametrus/požymius išskirsime pagal tą pačią metodiką taikytą lokalizuotų stacionarių garsų atveju.

Stacionarių intervalų suradimui pritaikysime dažnai kalbos atpažinimo uždaviniuose naudojamą metodą. Pagal jį sulyginami du greta esantys kalbos signalo kadrai (segmentai), paskaičiuojant tikėtinumo santykio atstumą tarp jų. Kai atstumas viršija eksperimentiškai iš anksto pasirinktą slenkstį, pranešama apie stacionaraus intervalo pabaigą. Antra vertus, jei atpažinimui pateikiamos jau iškirpti fonemų fragmentai, tai stacionarių intervalų suradimo uždavinys atpuola.

Kai mes norime atpažinti fonemą, darome prielaidą, kad turime nežinomo fonetinio vieneto fonogramą ir n žinomų fonetinių vienetų fonogramų. Fonemų atpažinime svarbu ar atpažįstama fonema ir žinomų fonemų įrašai yra vieno asmens ar ne. Paprastumo dėlei laikysime, kad ir viena ir kita yra vieno asmens, kitaip tariant yra atpažįstamos vieno diktoriaus fonemos. Atpažinimo tikslas yra išrinkti iš lyginamųjų fonemų įrašų egzempliorių, kuris yra kokia nors prasme “artimiausias” tiriamajam. Čia ir aprašysime keletą “artimiausiojo” egzemplioriaus pasirinkimo metodikų.


Pateiksime tris metodikas. Pirmoji remiasi vidutiniu atstumu tarp tiriamojo ir lyginamosios fonemos fonogramų klasterio atstumą skaičiuojant kalbos trakto tiesinės prognozės koeficientų vektoriaus pagrindu. Antroji remiasi tiesinės prognozės koeficientų rinkinių kvantavimu. Jo esmė yra ta, kad lyginamųjų  fonemų tiesinės prognozės koeficientų (požymių vektorių) klasteriai yra padalinami į subklasterius ir paskaičiuojamas vidutinis atstumas iki subklasterių centrų (centroidų). Procesas, kurio metu sudėtingas kalbančiojo požymių vektorių klasteris yra padalinamas į subklasterius, yra vadinamas klasterizacija arba kodinės knygos sudarymu. Trečioji metodika remiasi tiesinės prognozės koeficientų, atitinkančių kalbančiojo kalbos traktą ir tiesinės prognozės koeficientų, atitinkančių kalbos trakto sužadinimo signalą, panaudojimu atpažinimui. Esmė ta, kad ne tik kalbos trakto, bet ir jo sužadinimo signalo parametrai turi informacijos apie fonemą, ir šių parametrų apjungimas turėtų pagerinti atpažinimo kokybę.

3.  Požymių išskyrimas


Kalbos ir fonemų atpažinime dominuoja tiesinės prognozės koeficientais ir jų pagrindu gaunami požymiai. Tiesinės prognozės koeficientai glaustai perteikia informaciją apie kalbos fragmento spektro gaubiamąją. Kadangi žmogaus klausos aparatas taip pat kalbos signalo fragmentus transformuoja į dažninę sritį ir vėliau naudoja spektrinę informaciją atpažinimui, todėl ir tiesinės prognozės koeficientų naudojimas fonemų ir kalbos ir pasiteisina.
A) Požymių išskyrimas naudojant tiesinės prognozės kodavimo (LPC) modelį 
Tiesinės prognozės kodavimo (LPC) teorija pradėta taikyti kalbos atpažinimui apie 1960 metus. LPC modelis palyginus gerai modeliuoja kalbos signalą. Ypač tai yra būdinga vokalizuotų garsų modeliavimui. Sistemos, atitinkančios LPC modelį, dažninė reakcija yra gera balso trakto dažninės reakcijos gaubiamosios aproksimacija. Nevokalizuotiems ir sprogstamiesiems (angl. transient) garsams LPC modelis yra mažiau efektyvus, bet priimtinas kalbos atpažinimo uždaviniui spręsti. LPC modelis įgalina pakankamai gerai atskirti balso traktą nuo sužadinimo signalo. Dar vienas LPC modelio privalumas yra jo matematiškai tiksli interpretacija ir galimybė jį realizuoti programinės įrangos pagalba. Dėl to LPC modelio panaudojimas įgalina gauti palyginti gerus kalbos atpažinimo rezultatus.


LPC modelis remiasi prielaida, kad kalbos signalas 

momentu 

gali būti aproksimuotas prieš tai esančių 

 kalbos signalo reikšmių tiesiniu dariniu


.


(3.1)

Koeficientai 

 nagrinėjamame kalbos signalo intervale (lange) yra laikomi pastoviais.


Įtraukę į (3.1) priklausomybę sužadinimo narį 

, mes šią apytikslę lygybę galime paversti lygybe



,    (3.2)

kur 

yra normuotas sužadinimas, o 

 yra sužadinimo stiprinimo koeficientas. Šios išraiškos z transformacija bus




.




(3.3)

Tokiu būdu,  sistemos funkciją (z transformacija) gauname




.



(3.4)

Priklausomybę tarp balso traktą sužadinančio signalo 

ir kalbos signalo

 galime pavaizduoti grafiškai, kaip parodyta 3.1 pav.




3.1 Pav. Priklausomybė tarp sužadinimo signalo ir kalbos signalo laiko ir z transformacijos srityse.

Čia 

yra sistemos, vaizduojamos LPC modeliu, impulsinė reakcija, sistemos funkcijos 

atvirkštinė z transformacija.


Mes žinome, kad, generuojant vokalizuotus garsus, balso traktas yra sužadinamas periodinių impulsų seka. Generuojant nevokalizuotus garsus, balso traktas yra sužadinamas triukšmu. Todėl apibendrintas kalbos generavimo modelis atrodytų kaip pavaizduota 3.2 pav.




3.2 Pav. Apibendrintas kalbos generavimo modelis.

Jeigu tariamas vokalizuotas garsas, jungiklis yra perjungtas į viršutinę padėtį, jeigu nevokalizuotas - į apatinę. Šiame paveikslėlyje LPC filtras yra pavaizduotas toks kaip išraiškoje (3.2), tiktai su kintančiais laike parametrais (trumpame laiko intervale (25 ms parametrai gali būti laikomi pastoviais).


Panagrinėsime požymių išskyrimo - LPC modelio parametrų įvertinimo klausimą. Formulės (3.1) dešinės pusės narys (pažymėsime jį 

) dar yra vadinamas tiesine prognoze




,


(3.5)

tai faktiškai yra ankstesnių kalbos signalo reikšmių tiesinis darinys (todėl šis modelis ir yra vadinamas tiesinės prognozės kodavimo modeliu).


Turėdami kalbos signalą 

 momentu 

 ir jo reikšmės prognozę 

, mes galime paskaičiuoti momentinę prognozės klaidą




.



(3.6)

Šios išraiškos z transformacija yra mums žinoma sistemos funkcija




.




(3.7)

Atvirkštinės sistemos sistemos funkcija (

išėjimas, 

įėjimas) bus




.



(3.8)


Mūsų tikslas yra rasti tiesinės prognozės koeficientus 

 panaudojant kalbos signalo stebėjimus taip, kad mūsų skaitmeninio filtro dažninė reakcija atitiktų analizuojamo kalbos signalo spektrines charakteristikas. Kadangi kalbos signalo spektrinės charakteristikos kinta laike, tiesinės prognozės koeficientai momentu 

 turi būti įvertinti iš trumpo kalbos signalo segmento, esančio momento 

 aplinkoje. Vadinasi, reikia ieškoti tokių tiesinės prognozės koeficientų, kurie minimizuotų vidutinę kvadratinę prognozės klaidą trumpame kalbos signalo segmente.  Paprastai šitokia trumpalaikė spektrinė analizė yra atliekama gretimiems kalbos signalo segmentams (kadrams), kurių poslinkis vienas kito atžvilgiu yra apie 10 ms.


Apibrėžkime trumpalaikius kalbos signalo ir klaidos signalo segmentus momentu 





,
   



(3.9)






.




(3.10)


Mūsų tikslas rasti tokius prognozės koeficientus, kurie minimizuotų vidutinę kvadratinę prognozės klaidą momentu 




.




(3.11)

Šioje formulėje m kitimo sritis apibrėžia momento n aplinką, kurią patikslinsime vėliau.

Perrašykime išraišką (3.6), panaudodami mūsų įvestus pažymėjimus (3.9) ir (3.10)





.



(3.12)

Tada (3.11) išraiška atrodys



.



(3.13)



 išraiška yra kvadratinė funkcija, todėl, kad rasti (3.13) minimumą 

atžvilgiu, reikia rasti dalines išvestines 

 ir prilyginti jas nuliui. Tokiu būdu gausime tokią lygčių sistemą:




.



(3.14)

Taip mes gauname išraišką



,


(3.15)

kur 

 yra mūsų ieškomų koeficientų 

 įverčiai. 


Šios išraiškos nariai 

 yra trumpalaikės signalo 

 kovariacijos koeficientai




.




(3.16)

Panaudoję šį  pažymėjimą, mes (3.15) išraišką galime perrašyti taip:




.





(3.17)


Ši išraiška apibrėžia 

 lygčių sistemą su 

 nežinomųjų 

. Vidutinės kvadratinės klaidos 

 įvertį 

 mes gauname įstatę į išraišką (3.13) vietoj 

 jų įverčius 

 ir pertvarkę išraišką laužtiniuose skliaustuose
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(3.18)

Vadinasi, kad išspręstume lygčių sistemą (3.17) koeficientų  

 atžvilgiu, reikia paskaičiuoti





Lygčių sistemos sprendimo metodas ir koeficientų 

 skaičiavimo metodas kardinaliai priklauso nuo to, koks 

 diapazonas yra naudojamas kalbos signalo analizei ir koks 

 diapazonas yra naudojamas vidutinės kvadratinės klaidos skaičiavimui. Priklausomai nuo šių sąlygų, koeficientų  

 skaičiavimas susiveda į du metodus: autokoreliacinį ir kovariacinį.

B)
Autokoreliacinis tiesinės prognozės koeficientų skaičiavimo metodas 

Šiame metode yra laikoma, kad už intervalo 

 kalbos signalo reikšmės yra lygios nuliui. Tai yra ekvivalentiška prielaidai, kad kalbos signalas 

 yra padaugintas iš baigtinės trukmės lango 

, kurio reikšmės yra lygios nuliui už diapazono 

. Tada kalbos signalo imtys, kurios yra naudojamos parametrų vertinimui, gali būti užrašytos
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(3.19)

Kaip matome iš (3.19) išraiškos, kai 

, klaidos signalas 

  yra lygus nuliui, kadangi 

, kai 

. Taip pat, kai 

, 

 taip pat lygus nuliui, kadangi 

 visiems 

. Tačiau, kai 

, padaugintas iš lango kalbos signalas 

 yra prognozuojamas pagal ankstesnes imtis, iš kurių dalis yra lygios nuliui. Dėl to dažnai atsiranda didelių prognozės klaidų  šioje srityje, ypač vokalizuotiems garsams.

Taip pat srityje 

 irgi dažnai atsiranda didelės prognozės klaidos dėl to, kad kalbos signalas yra prognozuojamas tik pagal keletą (mažiau negu 

) ankstesnių kalbos signalo reikšmių. Nevokalizuotai kalbai šios problemos nėra tokios aktualios. Laimei, gerai parinkus lango formą, šias problemas galima išspręsti.

Jeigu parametrų vertinimui mes naudojame padaugintą iš lango kalbos signalą (3.19), klaidos signalas tampa










(3.20)

ir 

 išraiška (3.16) tampa




.  
(3.21)

Padarę (3.21) išraiškoje kintamųjų pakeitimą, mes gauname






.


(3.22)

Kadangi 

išraiška (3.22) priklauso tiktai nuo kintamųjų skirtumo 

, o ne nuo dviejų nepriklausomų kintamųjų 

ir 

, kovariacinė funkcija susiveda į autokoreliacinę funkciją




.


(3.23)


Kadangi autokoreliacinė funkcija yra simetrinė 

, tiesinės prognozės koeficientų lygtis (3.16) gali būti užrašyta taip:





.



(3.24)


Ši išraiška gali būti užrašyta matricine forma




(3.25)

arba





.






(3.26)


Kad išspręstume šią lygčių  sistemą, mes galime paskaičiuoti 

 atvirkštinę matricą, kurią pažymėsime 

 ir padauginti abi (3.26) puses iš 






.





(3.27)

Kadangi  

- vienetinė matrica, tai gauname, kad





.






(3.28)


Problema yra 

 apgręžimas. Pavyzdžiui, naudojant Gauso nežinomų kintamųjų eliminavimo metodą, skaičiavimo operacijų skaičius yra proporcingas 

 . Tačiau 

 yra simetrinė matrica ir jos elementai ant diagonalių yra lygūs. Tokia matrica yra vadinama Tioplico (Toeplitz) matrica, ir jos sprendimui yra sukurtas rekurentinis Levinsono-Durbino algoritmas, kuriam reikia operacijų skaičiaus, proporcingo 

 vietoj 

.


Naudojant Levinsono-Durbino metodą, LPC koeficientų įverčiai paskaičiuojami taip:




,







(3.29)




,

(3.30)




,






(3.31)




.






(3.32)

Sumavimas išraiškoje (3.30) yra praleidžiamas, kai 

. Lygčių (3.29)-(3.32) sistema yra sprendžiama rekurentiškai su 
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LPC koeficientų įverčius,

(3.33)






atspindžio koeficientus.

(3.34)


Atspindžio koeficientai literatūroje dar yra vadinami dalinės koreliacijos koeficientais. Jie yra naudojami LPC modelio stabilumui patikrinti (atspindžio koeficientai moduliu turi būti mažesni už vienetą). Kadangi tarp LPC koeficientų ir atspindžio koeficientų yra abipus vienareikšmė priklausomybė, jie, kaip ir LPC parametrai, gali būti naudojami kalbos atpažinimui, kodavimui ir kituose taikymuose.

C) Kovariacinis tiesinės prognozės koeficientų skaičiavimo metodas 

Kitas lango funkcijos panaudojimo būdas yra fiksuoti intervalą, kuriame vidutinė kvadratinė klaida yra skaičiuojama diapazone 

 ir naudoti kalbos signalą nepadaugintą iš svorio funkcijos





.





(3.35)

Tada gauname kovariacinės matricos reikšmes



,
(3.36)

arba, pakeitę kintamuosius, gauname




.
(3.37)

Paskutinėje išraiškoje, kai 

, yra naudojamos kalbos signalo imtys diapazone nuo 

 iki 

. Kai 

, naudojamos imtys nuo 0 iki 

. Vadinasi, imtys 

, kurios yra naudojamos, nepatenka į klaidos minimizacijos intervalą. Naudojant šį metodą, matricinė lygčių sistemos išraiška atrodys taip:




(3.38)

Gauta kovariacinė matrica yra simetrinė (

), bet ne Tioplico. Ši lygčių sistema gali būti išspręsta naudojant Cholesky dekompozicijos metodą. Šis metodas skaičiavimo požiūriu daug imlesnis ir todėl yra rečiau naudojamas.

4. Fonemų atpažinimas

Jei kalbos signale fonemos nėra išskirtos, reikia tai atlikti kokiu nors kompiuteriniu algoritmu. Kadangi dalis fonemų atitinka stacionarius intervalus, tai tokių intervalų paieška lokalizuoja fonemas fonogramoje. Nestacionarios fonemos pateks į kokį nors pavienį stacionarių intervalų paieškos langą.

 A) Stacionarių intervalų suradimas

Kad iš kalbančiojo fonogramos būtų išrinkti stacionarūs intervalai, nagrinėjama kalbos fonograma yra padalinama į kadrus (segmentus), kurių ilgis yra N diskretizuoto kalbos signalo imtys, ir jie paslinkti vienas kito atžvilgiu per M imčių (kadro žingsnis yra lygus M). Visiems kadrams yra atliekama kalbos signalo 

 filtracija pagal formulę 


.
Ši filtracija įgalina nuslopinti nereguliarias, žemo dažnio kalbos signalo dedamąsias. Po to gautas signalas yra apdorojamas, naudojant Hemingo langą. Hemingo lango ir žemų dažnių filtracijos panaudojimas įgalina gauti stabilų tiesinės prognozės kalbos signalo modelį. Tiesinės prognozės modelio parametrus mes įvertiname koreliaciniu metodu, naudodami Durbino algoritmą. Po to iš tiesinės prognozės modelio parametrų dar yra paskaičiuojami šių parametrų autokoreliacijos koeficientai.


Toliau, naudodami prieš  buvusio kadro tiesinės prognozės parametrų autokoreliacijos koeficientus ir kito kadro signalo koreliacijos koeficientus, padalintus iš tame kadre įvertinto tiesinės prognozės modelio stiprinimo koeficiento kvadrato, paskaičiuojame tikėtinumo santykio atstumą  visoms gretimų kadrų poroms. Jeigu atstumas tarp dviejų gretimų kadrų yra mažesnis už iš anksto parinktą slenkstį (slenkstis yra parenkamas eksperimentiškai), tai yra daroma išvada, kad, pasislinkus per kadro žingsnį, kalbos signalo spektrinė struktūra liko nepakitusi, t.y., jis yra stacionarus. Ši sąlyga yra tikrinama, kol tikėtinumo santykio atstumas viršija slenkstį. Tada laikome, kad stacionarus intervalas pasibaigė. Kadangi mūsų nedomina labai trumpi stacionarūs intervalai, tai gauti stacionarūs intervalai yra lyginami su minimalaus stacionaraus intervalo slenksčiu ir tolimesniam nagrinėjimui yra paliekami tik tie stacionarūs intervalai, kurie yra ilgesni už šį slenkstį.


Tikėtinumo santykio atstumas turi spektrinę interpretaciją:





,



(4.1)

kur 

 ir 

 yra atitinkamai pirmojo ir antrojo kadro LPC modelių spektriniai tankiai, o 

 ir 

 yra šių modelių stiprinimo koeficientų kvadratai.


Kadangi skaičiuoti tikėtinumo santykio atstumą iš spektrinių tankių yra nepatogu dėl didelės skaičiavimų apimties, jis paprastai yra skaičiuojamas laiko erdvėje:





,

(4.2)

kur 

 yra antrame kadre stebimo kalbos signalo reikšmių autokoreliacinė funkcija, o 

 yra pirmojo kadro LPC modelio parametrų autokoreliacijos 





,



(4.3)

kur p  yra LPC modelio eilė.

B) Atpažinimo metodas besiremiantis vidutiniu atstumu iki fonemų klasterių
Tegul turime tiriamojo kalbančiojo X fonemą ir lyginamųjų 
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, gali būti paskaičiuotas pagal taip:
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Čia 
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K

 lyginamosios fonemos 

 klasterio (fonemų egzempliorių) skaičius, o 
[image: image9.wmf])

,

(

,

k

i

ik

a

X

d

yra atstumas nuo fonemos X iki 

 fonemos k-ojo egzemplioriaus.


Ieškodami stacionarių intervalų, mes naudojome tikėtinumo santykio atstumą. Bet šis atstumas yra nesimetrinis, t. y. 







 EMBED Equation.2  


 EMBED Equation.2  
.




(4.5)

Tai nėra trūkumas, surandant stacionarius intervalus, kadangi slenkstis paprastai neaukštas, o nesimetriškumas pasireiškia, kai atstumo reikšmės yra didelės. Bet skaičiuojant vidutinį atstumą yra pageidautina, kad formulėje (4.4) atstumas būtų simetrinis. Todėl mes simetrizuojame tikėtinumo santykio atstumą





.



(4.6)

Paskaičiavę vidutinį atstumą tarp tiriamosios X fonemos ir visų lyginamųjų  

, mes galime surasti “ artimiausią” lyginamąjį, išrinkę indeksą atitinkantį mažiausią vidutinį atstumą iki fonemos klasterio, t.y.
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(4.7)

Kalbos ir fonemų atpažinime taip pat yra dažnai naudojamas kepstrinis atstumas [3]. Kepstriniai koeficientai 

 gali būti paskaičiuoti iš LPC koeficientų, naudojant tokias formules:


















,
  
(4.8)

 



.


(4.9)

Kepstrinis atstumas tarp dviejų kalbos fonemų su atitinkamais LPC koeficientais  

 gali būti apibrėžtas kaip







(4.10)

Svarbu žinoti, kad kai L didėja, u(L) artėja prie 

 iš apačios ir 











(4.11)

kur 

 spektrinė interpretacija yra tokia:





.




(4.12)

Reikia pastebėti, kad šis atstumas yra simetrinis ir patogus naudoti kalbančiojo identifikavimui.


Paprastai mes pageidaujame, kad atstumas nepriklausytų nuo stiprinimo, todėl b ir 

 prilyginame vienetui , (t.y. b=

=1). Tada (4.12) formulę mes galime perrašyti taip:





.




(4.13)

Įstatę kepstrinį atstumą, apibrėžtą formule (4.10), į formulę (4.4), mes atliekame fonemos atpažinimą panaudodami aukščiau aprašytą schemą tik šiuo atveju vietoje LPC pagrindu apskaičiuoto atstumo naudojamas kepstrinis atstumas. Reikia pastebėti, kad kepstro koeficientai apskaičiuojami LPC koeficientų pagrindu, todėl ir šiame atpažinime LPC koeficientai yra pagrindas.
C) Atpažinimas besiremiantis vektoriniu kvantavimu
Sprendžiant iš literatūros [2-4], kalbos atpažinimas naudojant vektorinį kvantavimą yra labai populiarus. Čia pateikta metodika nuo žinomų iš literatūros skiriasi visų pirma tuo, kad sudarant kodinę knygą (atliekant klasterizaciją), kiekviename žingsnyje klasterių (centroidų) skaičius ne dvigubinamas , bet didinamas vienetu. Tai įgalina geriau ištirti identifikavimo kokybės priklausomybę nuo kodinės knygos ilgio (klasterių skaičiaus). Be to, tiriamojo  ir lyginamųjų klasterių centrų palyginimui naudosime vidutinį atstumą (4.4), apibrėžtą ankstesniame metode.


Toliau mes pateiksime klasterizacijos proceso aprašymą.


Tegul 








(4.14)

yra K požymių vektorių, gautų iš kokios nors fonemos klasterio egzempliorių, kur 

yra j-tojo fonemos egzemplioriaus autokoreliacinės funkcijos reikšmės. 

yra šio segmento tiesinės prognozės modelio stiprinimo koeficiento kvadratas.

Nulinio centroido paskaičiavimas


Mes galime paskaičiuoti klasterio, kuris susideda iš požymių vektorių 

, “svorio centrą” arba taip vadinamą nulinį centroidą. Mes gauname nulinį centroidą, paskaičiuodami statistiką









(4.15)

ir iš jos įvertindami tiesinės prognozės parametrus 

 Vertindami LPC parametrus Durbino metodu, mes lygiagrečiai gauname atspindžio koeficientus 

, kurie atitinka nuliniam centroidui.

Vidutinių iškraipymų suradimas, 

vaizduojant požymius vienu etalonu

Spręsdami šį uždavinį, mes atsakome į klausimą, kokią vidutinę klaidą mes darome, jei visus požymius vaizduojame vienu etalonu





,




(4.16)

kur 

 yra tikėtinumo santykio atstumas nuo centroido 

 iki požymių vektoriaus 

. Tikėtinumo santykio atstumas yra skaičiuojamas pagal (4.2) formulę.


Jeigu vidutiniai iškraipymai 

 viršija pasirinktą slenkstį 

, tai iš nulinio centroido mums reikia sudaryti du centroidus, kurie vaizduos požymių vektorius 

, j=1, ..., k, tiksliau, kad sumažintų vidutinius iškraipymus.

Dviejų naujų centroidų sudarymas
Naujų centroidų sudarymas yra iteratyvi procedūra. Šio proceso pradinis taškas yra atspindžio koeficientai, atitinkantys nulinį  centroidą. Mes “iškraipome” atspindžio koeficientus, padaugindami juos atitinkamai iš daugiklių 0.99 ir 1.01. Taigi iš nulinio centroido mes gauname du naujus pradinius centroidus, kurių koordinates nusako atspindžio koeficientų rinkiniai 

 ir 

. Iš jų, naudodami rekurentinę priklausomybę, mes galime paskaičiuoti LPC modelio parametrus, atitinkančius šiuos pradinius centroidus. LPC modelio parametrai skaičiuojami taip:





,





(4.17)







(4.18)

Spręsdami (4.17) ir (4.18), kai i=1,..., p , j=1,2, mes gauname:





.

Šių dviejų centroidų koordinatės, išreikštos per LPC modelio parametrus 

, j=1, 2, yra naudojamos surasti kiekvieno požymių vektoriaus  

, j=1,..., K atstumui iki šių centroidų, naudojant formulę (4.8). Toliau, pasinaudodami  artimiausio kaimyno taisykle, pagal paskaičiuotus atstumus mes klasifikuojame požymius 

, j=1,..., K. Kiekvienas požymių vektorius yra priskiriamas tam centroidui, kurio atstumas iki šio požymio yra mažesnis. Pagal (4.16) formulę yra surandami vidutiniai iškraipymai, kurie gaunami vaizduojant požymius 

, j=1,..., K 

dviem pradiniais centroidais. Tam tikslui (4.16) formulę perrašome taip:





,



(4.19)

kur 

}.


Kaip klasifikacijos pagal artimiausio kaimyno taisyklę rezultatą mes gauname, kad požymiai 

, j=1,..., K yra padalinti į du pradinius klasterius. Kaip mes jau darėme nulinio centroido atveju pagal formulę (4.15), mes randame šių klasterių arba taip vadinamų patikslintų dviejų patikslintų pradinių centroidų svorio centrus ir jų pavaizdavimą LPC parametrais. Toliau pagal tas pačias formules  mes vėl skaičiuojame požymių 

, j=1,..., K , atstumus nuo patikslintų pradinių centroidų ir klasifikuojame požymius pagal artimiausio kaimyno taisyklę. Remiantis klasifikacijos rezultatais, pagal (4.19) formulę yra paskaičiuojami vidutiniai iškraipymai, kurie gaunami pakeitus du etalonus, vaizduojančius požymius 

, j=1,..., K,  LPC parametrais, atitinkančiais du patikslintus pradinius centroidus. Jei vidutiniai iškraipymai sumažėja daugiau negu pasirinktas slenkstis 

 , tolimesnis centroidų padėties tikslinimas yra tęsiamas. Jei jie sumažėja mažiau negu  

, iteratyvi procedūra nutraukiama. Tuo pačiu metu taip pat yra nutraukiama LPC parametrų vertinimo procedūra. Jei vidutiniai iškraipymai yra mažesni negu pasirinktas slenkstis 

, klasterizacijos procesas yra taip pat nutraukiamas. Jei jie didesni negu 

, klasteris, kuriam gaunami didžiausi vidutiniai iškraipymai, yra padalinamas į du klasterius, ir klasterizacijos procesas tęsiasi. Jis nutrūksta tiktai kai vidutiniai iškraipymai yra mažesni negu duotas slenkstis 

 arba kai centroidų skaičius pasiekia  maksimalų pasirinktą skaičių. Visi skaičiavimai yra atliekami pagal tas pačias formules, kaip ir dviejų centroidų atveju.

Klasterizacijos algoritmo loginė schema

Klasterizacijos algoritmo veikimas gali būti padalintas į tokius etapus:


1) Surandamas nulinis centroidas;


2) Surandamas kiekvieno požymių vektoriaus atstumas nuo nulinio centroido;


3) Surandami vidutiniai iškraipymai 

, kurie gaunami, aprašant požymius 

, j=1,..., K, vienu etalonu;


4) Jei vidutiniai iškraipymai viršija pasirinktą slenkstį 

, tada iš nulinio centroido sudaromi du nauji centroidai; jei ne, klasterizacijos procesas nutrūksta;


5) D=

; kiekvienam centroidui surandamas atstumas iki požymių 

, j=1,..., K; klasifikuojami požymiai pagal artimiausio kaimyno taisyklę; paskaičiuojami vidutiniai iškraipymai; surandamas centroidas su didžiausiais vidutiniais iškraipymais;


6) Surandamas vidutinių iškraipymų sumažėjimas, vaizduojant požymius šiais centroidais;


7)  Pagal klasifikacijos rezultatus patikslinama centroidų padėtis;


8) Kartojama 5), 6), 7), kol vidutinių iškraipymų sumažėjimas viršija pasirinktą slenkstį 

; jei šis sumažėjimas mažesnis už 

, einame į 9);


9) Jei vidutiniai iškraipymai yra mažesni negu slenkstis 

, klasterizacijos procesas nutrūksta. Priešingu atveju einame į 10);


10) Centroidui su didžiausiais vidutiniais iškraipymais paskaičiuojami atspindžio koeficientai; su daugikliais 0.99 ir 1.01 gaunamos dvi atspindžio koeficientų aibės; iš šių atspindžio koeficientų paskaičiuojami LPC modelių parametrai, atitinkantys pradinių dviejų naujų centroidų padėtį; po to einame į 5).

D) Atpažinimas besiremiantis kalbos trakto ir signalo tiesinės prognozės parametrais

Aukščiau aprašyti fonemų atpažinimo metodai kaip požymius naudoja tiesinės prognozės modelio parametrus,  kuriuose yra informacija apie kalbos traktą. Tačiau juose neatsispindi informacija apie kalbos trakto sužadinimo signalą. Vokalizuotų fonemų sužadinimo signale taip pat yra svarbus parametras, charakterizuojantis kalbantįjį. Tai sužadinimo signalo pagrindinio tono periodas.


Lipeikos [2,3] ištyrė galimybę panaudoti pagrindinio tono periodą kaip požymį kalbančiojo identifikavimui ir nustatė, kad pagrindinis tonas gali būti naudojamas kalbančiojo identifikavimui. Mes jų metodiką pritaikysime fonemų atpažinimui. Aišku, kad vienintelis pagrindinio tono periodą charakterizuojantis  parametras negali visiškai apibūdinti nei kalbančiojo nei fonemos, t.y. gana dažnai pasitaiko, kad du skirtingi žmonės ar dvi skirtingos net ir to paties žmogaus fonemos turi tą patį arba artimą pagrindinio tono periodą. Be to, pagrindinį toną yra gana sunku išskirti, kai kalba yra užtriukšminta, kas dažnai pasitaiko šiais laikais įrašinėjant pasiklausymo aparatūra telefoninius pokalbius. Vadinasi, pagrindinio tono periodą reikia naudoti kartu su kitais požymiais, būtent, tiesinės prognozės koeficientais. Tačiau iškyla svorių skirtingiems požymiams suteikimo uždavinys. Neaišku, kokią santykinę įtaką turi daryti pagrindinis tonas sprendimo priėmimui.


Šį uždavinį Lipeikos išsprendė vaizduodami ir kalbos traktą, ir sužadinimo signalą tiesinės prognozės modeliu. Tada nelieka nei svorių požymiams suteikimo, nei pagrindinio tono nustatymo uždavinių. 


Panagrinėkime požymių išskyrimą, vaizduojant kalbos trakto sužadinimo signalą tiesinės prognozės modeliu. Suradę stacionarų intervalą kalbos signale, iš jo įvertiname tiesinės prognozės modelio parametrus, kuriuos naudojame identifikavimui pagal pirmus du metodus. Turėdami įvertintus tiesinės prognozės modelio parametrus, mes galime užrašyti, kad kalbos signalas stacionariame intervale 

 yra




[image: image11.wmf]t

p

t

p

t

t

t

v

x

a

x

a

x

a

x

+

+

+

+

=

-

-

-

...

2

2

1

1

,


(4.20)

kur 

 yra tiesinės prognozės modelio parametrai, 

 yra kalbos trakto sužadinimo signalas. Vadinasi, mes galime surasti kalbos trakto sužadinimo signalą 

 :
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(4.21)

Šis signalas yra žemo dažnio, palyginus su kalbos signalu. Todėl diskretizavimo požiūriu jis yra diskretizuotas per dideliu dažniu. Sužadinimo signalą būtina išretinti. Tačiau prieš išretinimą iš sužadinimo signalo reikia pašalinti aukšto dažnio dedamąsias, kad negautume dažnių persiklojimo po išretinimo. Tam sužadinimo signalą filtruojame pirmos eilės žemų dažnių filtru





.





(4.22)

Kadangi mums reikia įvertinti išretinto sužadinimo signalo tiesinės prognozės modelio parametrus, tai iš esmės mes išretiname ne patį signalą, bet jo koreliacinę seką. Taip mes gauname tikslesnį išretinto sužadinimo signalo koreliacinės įvertį, kadangi jį paskaičiuojant dalyvauja daugiau signalo imčių. Iš gautos koreliacinės sekos įvertiname tiesinės prognozės modelio parametrus ir juos kartu su kalbos trakto tiesinės prognozės modelio parametrais naudojame atpažinimui.


Pati atpažinimo procedūra šiek tiek skiriasi nuo anksčiau aprašytos. Pirmiausiai mes lyginame kalbos trakto tiesinės prognozės modelio parametrus. Kiekvienam tiriamojo kalbančiojo kalbos trakto tiesinės prognozės modelio parametrų rinkiniui yra surandamas lyginamojo kalbančiojo kalbos trakto tiesinės prognozės modelio parametrų rinkinys, kuriam atstumas tarp jų yra minimalus. Tada paskaičiuojamas tikėtinumo santykio atstumas tarp tuos parametrų rinkinius atitinkančių sužadinimo signalo tiesinės prognozės modelių parametrų rinkinių. Paskaičiuoti tikėtinumo santykio atstumai nuo fonemos X iki fonemos klasterio kokio nors egzemplioriaus ir analogiški atstumai tarp filtruotų sužadinimo signalų yra sudedami.

Tokiu būdu gauname vidutinį atstumą, analogišką (4.4), tiktai į jį įeina ir kalbos trakto, ir sužadinimo signalo parametrai.


Pabandykime šį vidutinį atstumą užrašyti formaliai. Tegul turime tiriamąją fonemą X ir i-tosios fonemos egzempliorius
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kur 
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Tada 
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Tada atstumas tarp tiriamosios X ir lyginamosios 
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ir “artimiausią” fonemą randame (atpažįstame) išrinkę indeksą i, kurį atitinka minimalus atstumas, t.y.
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5. Reziumė
Mes aprašėme tris fonemų atpažinimo metodikas. Pirmoji remiasi vidutinio atstumo tarp tiriamosios fonemos X ir lyginamųjų 
[image: image21.wmf]i
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 fonemų klasterių paskaičiavimu, palyginant betarpiškai visus požymių vektorius. Antroji, vektorinio kvantavimo metodika, vidutinio atstumo paskaičiavimui naudoja tik atstumus tarp fonemų klasterių subklasterių centrų. Trečioji atpažinimo metodika lyginimui panaudoja ir kalbos trakto, ir sužadinimo signalo požymių vektorius. Visais atvejais naudojami požymiai yra tiesinės prognozės (LPC) modelio parametrai arba jų išvestinės, pavyzdžiui kepstro koeficientai.


Šių metodų kokybę įvertinsite jūs realizuodami juos kompiuteriu ir atlikdami fonemų atpažinimo eksperimentus. 
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